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MITA ERIKOISLAAKARIN TULISI TIETAA?

Tekoaly syovan molekyyli-

kuvantamisessa

Laaketieteelliseen kuvantamiseen liittyvan informaation maara kasvaa voimakkaasti,
syovan monimuotoisuus ja yksilollisen laakehoidon kehitys tekevat potilaiden hoidon
suunnittelusta haastavaa. Tekoalyteknologiasta odotetaan apua syovan diagnostiik-
kaan ja hoitoon. Tekoalyyn liittyy erilaisia tekniikoita, kuten koneoppiminen ja syva-
oppiminen. Koneoppimisen aivojen toimintaa jaljittelevia ohjelmistoarkkitehtuureja
kutsutaan neuroverkoiksi. Syvaoppiminen koostuu laajoista neuroverkoista, joilla on
kehitetty konenakaa, jota on hyodynnetty menestyksellisesti ladketieteellisen kuva-
materiaalin analysointiin. Turun yliopistossa kehitetaan PET/TT JA PET/MRI-kuvien
automaattiseen analysointiin kaytettavia syvaoppimismalleja, joilla voidaan tuottaa
aiempaa tarkempaa ja nopeampaa tietoa potilaan syovan levinneisyydesta ja hoito-
vasteesta. Koneoppimisen menetelmaan voidaan seurantadatan, annettujen hoitojen
ja niiden tulosten myota sisallyttaa tietoa myos hoidon ennusteesta. Tama tekniikka
tulee mahdollistamaan aiempaa tarkempaa yksilollisen syovan hoidon suunnittelua.

Viime vuosikymmenen aikana tekodly ja siihen
liittyvit potentiaaliset kdytdnnon sovellukset ovat
nousseet yhdeksi odotetuimmiksi teknologioiksi
terveydenhuollon alalla, eikd syyttd. Terveyden-
huolto on tullut tiedon lisdédntymisen myotd en-
tistd monimutkaisemmaksi ja haastavammaksi.
Ladketieteelliseen kuvantamisen méird lisddntyy
vuosittain. Tamén lisdksi yksittdiseen tutkimuk-
seen liittyvé informaation madrd on voimakkaassa
kasvussa teknologian kehityksen myd&td. Syopéd-
taudit ovat merkittdvin kuolleisuutta aiheuttava
sairaus maailmassa ja syOpétauteihin oleellisesti
liittyvin yksil6llisen lddkehoidon kehitys ja syévin
monimuotoisuus tekevit potilaiden hoidon suun-
nittelusta haastavaa. Juuri tdstd syystd syovin diag-
nostiikkaan ja hoitoon odotetaan tekodlystd apua
(1). Potentiaalisia tekodlyn hyddyntdmisen kohteita
syovédn kuvantamisessa ja edelleen mahdollisuuk-
sia yksilollisen lddkehoidon kehittdmiseen ovat
esimerkiksi tutkimuksiin liittyvin sdderasituksen
pienentdminen, tautien varhaisempi tunnistami-
nen, kuvapohjaisen diagnostiikan tarkentaminen
ja tehostaminen, hoitovastemuutosten automaatti-

nen mittaus, kuvien tekstuurianalyysit (radiomics)
ja geneettisen informaation yhdistdminen (radiog-
enomics) sekd taudin prognoosin ennustaminen
eri hoidoille.

Tekoaly jaljittelee aivojen toimintaa

Tekodly on tietojenkisittelyyn liittyvid ala, jonka
tarkoituksena on luoda dlykkiitd koneita ja oh-
jelmistoja, joilla pyritddn suoriutumaan ihmisen
dlyyn liitetyistd taidoista ja tehtdvistd, jotka vaati-
vat pddttelyd, oppimista, suunnittelemista tai luo-
mista. Tietokoneiden laskentatehon lisdédntyminen,
sdhkoisen tiedon médrédn valtava lisddntyminen ja
uudet algoritmit ovat mahdollistaneet merkittévid
tekodlyn ldpimurtoja viime vuosina. Tekodlyyn liit-
tyy runsaasti erilaisia tekniikoita, kuten koneop-
piminen ja syvdoppiminen. Koneoppiminen on
tekodlyn osa-alue, mikd pyrkii 16ytdmédéin ennalta
médritetystd datasta yhteyksid ja tekee johtopéd-
toksid tdmin perusteella. Koneoppimisella voidaan
automatisoida tyolditd datan analyysivaiheita, ja se
ei edellytd tarkasti etukdteen midriteltyjd algorit-
meja, vaan ohjelmistoarkkitehtuuri pyrkii jéljitte-
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Kuva 1. Kuvissa A ja B on kaksi eri potilasta, joilla on todettavissa syovan uusiutuma nielussa.

Kuvaparien vasemman puoleisissa kuvissa erikoislaakari on maarittanyt poikkeavan alueen ja oikealla syvaoppimismallin
maadrittamd alue 2D-mallissa (punainen rajaus). Kuvassa A laakarin ja syvaoppimismallin rajauksissa ei juurikaan eroa,
mutta kuvassa B syvaoppimismallin rajaus on selvasti pienempi. (Kuvat: LL Joonas Liedes).

lemidn aivojen toimintaa rakenteellaan.
Néitd ohjelmia kutsutaan neuroverkoiksi.
Viime vuosikymmenen ajan kenties voi-
makkaimmin kasvussa ollut koneoppimi-
sen alalaji, syvdoppiminen koostuu huo-
mattavan laajoista neuroverkoista aivojen
toimintaa yhd tarkemmin jdljitellen (2).
2010-luvulla juuri konenddn eli kuvada-
tan automaattisen tulkinnan saralla on
tehty huomattavia edistysaskelia, kun ha-
vaittiin syvdoppimisen soveltuvan tdhin
tehtévddn erityisen hyvin (3). Syvioppi-
misen kiyttokelpoisuudesta erityisesti
lddketieteellisen kuvantamisen alalta on
viime vuosien aikana tullut yhd enemmén
ndyttdd (4). Syvdoppimiseen pohjautuvat
algoritmit ovat useissa julkaisuissa ylté-
neet kokeneiden kliinikoiden tarkkuuteen
tai jopa ylitténeet sen (5-7).

Tekoaly syopadiagnostiikassa

Tekodlyd tarvitaan syévén diagnoosin tar-
kentamiseen sekd PET/TT ettd PET/MRI-
menetelmiin. PET-tutkimuksiin liittyvd
tekodlytutkimus on vield melko varhaises-
sa vaiheessa ja erilaisia sovelluksia vasta
kehitetddn (8). Syévan PET- kuvantamisen
ndkokulmasta eturauhassyopd sekd pddn-
jakaulan alueen sydpd ovat mielenkiintoi-
sia kohteita tekodlyn kannalta useastakin
syysté. EturauhassySpd on miesten yleisin
syopd ja sen PET-kuvantaminen on mer-
kittdvasti tarkentunut prostataspesifisen
membraaniantigeenin (PSMA) kuvantami-
sen myotd (9). Tdhdn samaan kohteeseen
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on kehitetty my®0s erittdin lupaava Lu-PS-
MA isotooppihoito kastraatioresistenttid
eturauhassyopdi sairastaville, joilla muuta
tautia rajoittavaa hyvéi hoitoa ei ole saa-
tavilla (10). Ndiden potilaiden kuvantami-
nen on lisddntynyt uuden tekniikan myo-
td ja hoitojen arvioinnissa on keskeiseen
osaan noussut taudin kokonaisvolyymi ja
sen madrittdminen. Taudin kokonaisvolyy-
mii ei tdlld hetkelld rutiinisesti mééritelld
PET-kuvista sen tyo6ldyden vuoksi. Nor-
maalisti PET-kuvien kohdemuutoksista
méidritetddn ns. SUVmax (Standardized
Uptake Value) -arvo, joka kertoo PET-ku-
vauksen mielenkiintoalueen yksittdisen
aktiivisimman pikselin tai vokselin (voxel
= volumetric pixel) arvon. On paljon mie-
lekkdadmpdd hoitovastetta ajatellen tietdd
kuinka paljon taudin kokonaistaakka (tuu-
morivolyymi) muuttuu hoidon my&td kuin
yksittdisten kohdemuutoksen sisdlld ole-
vien pienen pikselin maksimiarvo. Taudin
kokonaistaakalla on myds yhteys hoitojen
ennusteeseen. Tekodly on vihdoin tuo-
massa syovidn kokonaistaakan arvioimi-
sen mahdolliseksi kliiniseen rutiiniin (11).
Pddn ja kaulan alueen syOpipotilaat ovat
soveltuvia PET/MRI-fuusiokuvantamisen
tekodlytutkimukseen siksi, ettd heitd on
kuvannettu sddnnollisesti vuodesta 2015
Turun PET-keskuksessa FDG-merkkiai-
neella. Tekodlytutkimukseen tarvitaan
runsaasti sellaisia PET/TT ja PET/MRI-
tutkimuksia, joissa on todettavissa poikke-
avia 16ydoksid, jotka ovat varmistettu his-

tologisesti tai seurantakuvauksilla. Ndin
varmistutaan siitd, ettd koneoppimisen
koulutusmateriaalina kédytetddn oikeita
positiivisia ja negatiivisia kuvausloydoksid.

Tekoaly vaatii viela ihmista
avuksi

Tekodlytutkimuksen hitain osuus on jokai-
sen yksittdisen sydpdpesdkkeen volymet-
rinen rajaus ja tallennus, ns. annotointi.
Annotointi vaati koulutetun erikoisldgka-
rin tekemdin tai vdhintdén tarkistamaan
rajauksen oikeellisuus. Annotoiduista
muutoksista kerdtddn koulutusaineisto
algoritmin kehittdmiseksi ja ns. testiai-
neisto koneoppimismallin soveltuvuuden
testaamiseksi. Tekodlytutkimus ja mallien
kehittdminen vaatii koodaamisosaamista
sekd matemaatikkojen apua. Koodaami-
seen kiytettédvit sovellukset ovat ilmaisia
ja erilaisia testiaineistoja ja algoritmeja
erilaisten ongelmien ratkaisemiseksi on
julkisesti saatavilla. Nditd voi hyddyntdd ja
muokata omaan tarkoitukseen paremmin
soveltuvaksi. Syvdoppimismallit ovat sitd
parempia mitd runsaammin syopamuu-
toksia koulutusmallissa on hyddynnetty.
Datan augmentaatioalgoritmeilld voidaan
koulutusaineiston médrdd kasvattaa kei-
notekoisesti esimerkiksi 10-kertaiseksi
pienilld kuvan rotaatioilla ja tekemélld pei-
likuvia aksiaalisista leikkeistd. Tdllaisilla
algoritmeilld on saavutettu alkuperdiseen
dataan perustuvaa mallia parempia tulok-
sia syvdoppimismallille. Lisdksi on kéytos-
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sd nk. transfer learning -algoritmeja, joilla
esimerkiksi eturauhassyovian PSMA-PET/
TT-kuvantamiseen kehitetty syvdoppimis-
malli voidaan pienelld koulutusjoukolla
muuttaa eri syoville ja eri PET-merkkiai-
neella tehtyyn PET-tutkimukseen tunnis-
tamaan syOpéapesdkkeitd.

Miti tekodlyltd voidaan odottaa syovin
PET-kuvantamisen suhteen ldhivuosina?
Esimerkiksi automatisoidulla kuva-ana-
lyysilld voidaan tuottaa aiempaa tarkem-
paa ja nopeampaa tietoa potilaan syévin
levinneisyydesti ja hoitovasteesta, mikd
antaa lisdvarmuutta ja tukea lddkdrille
tutkimuksista tehtdvien johtopddtdsten
tekemiseen lddkarin koulutustasosta riip-
pumatta. Koneoppimisen menetelméin
voidaan seurantadatan, annettujen hoi-
tojen ja niiden tulosten myd&td sisdllyttdd
tietoa hoidon ennusteesta. Tdméd mah-
dollistaa aiempaa tarkempaa yksil6llisen
syovin hoidon suunnittelua. Syvioppi-
miseen pohjautuvat analyysimenetelmét
tulevat lisddntymain ja
kehittymidn nopeasti
seuraavan vuosikym-
menen aikana. Mene-
telmdt ovat mielekdstd
integroida tydn kulun
taustaprosessiksi. Algoritmit esimerkik-
si analysoivat kuvadatan automaattisesti
heti PET-kuvauksen padtyttyd ja lddkdrin
aloittaessa tutkimukseen perehtymisen
hénelld olisi jo kdytossddn automaattisen
kuva-analyysin tulos, jota ladkari voi ha-
lutessaan my6s muokata. Timd on my0s
meiddn tutkimushankkeemme tavoite
- konkreettinen apuviline aikaa vievien
analyysivaiheiden nopeuttamiseen diag-
noosin tueksi.

Talld hetkelld syvdoppimismallin poh-
jautuva tekodlymallimme tunnistaa yk-
sittdisistd PET-leikkeistd sydvdn 79 %:n
tarkkuudella (12,13). Kuvassa 1. on esi-
tetty esimerkkikuvia tekodlymallin sy6-
vdn tunnistamisesta yksittdisistd PET/
MRI-leikkeistd. Aineisto pohjautuu n.
200 potilaan PET/MRI-datan aineistoon,
josta kehitelldin parhaillaan 3D-mallia ai-
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Y Tekodly ei ole uhka
vaan mahdollisuus
l[aakariammattikunnalle.

neistoa kasvattamalla. Eturauhassyovéin
PSMA-kuvantamisessa on tarkoituksena
analysoida 300 potilaan aineisto, jossa
on PET/TT-tutkimuksia primaarivaiheen
levinneisyysselvittelystd, taudin uusiutu-
misen paikallistamisesta sekd kuvauksia
kastraatioresistenssin kehittymisen jil-
keen. Ensimméinen syvdoppimismalli pri-
maarivaiheen levinneisyysselvittelyyn on
valmistumassa. Molempia syvdoppimis-
malleja tullaan hyodyntdmé&in prospektii-
visissa tutkimussarjoissa yhteni lukijana ja
niiden tuloksia verrataan erikoislddkdrien
tarkkuuteen ja tehokkuuteen.

Tekodly ei ole uhka vaan mahdollisuus
ldgkdriammattikunnalle. Se tule olemaan
apuviline, jolla automatisoidaan tyolditd
analyysivaiheita, mikd tulee nopeutta-
maan l4dkdrin tyotd ja lisdd potentiaa-
lisesti my6s tutkimusten tarkkuutta ja
laatua, silld tekodlyn ”muistiin” saadaan
satojen tai kymmenien tuhansien potilai-
den tutkimustulokset. Télld tulee olemaan
myd&s kustannustaloudel-
lista merkitystd. Laddkdri,
jolla on mahdollisuus hyo-
dyntdd tekodlyd tydssidn,
tulee olemaan nopeampi ja
tehokkaampi kuin kollega,
jolla titd mahdollisuutta ei ole. Tekodlys-
td ei siis ole tulossa lddkdrin korvaajaa.
Sairaaloissamme tehdyt tutkimukset ovat
arvokasta pddomaa tekodlytutkimukselle,
josta ovat varmasti kiinnostuneet my®os
isot teknologiayritykset. Tiedetddn, ettd
sairaalakohtaisia eroja radiologiseen ku-
va-analyysiin pohjautuvissa tekodlymal-
leissa voi olla riippuen siitd, kuinka huo-
lellisesti valikoidulle potilasaineistolle ja
kuvausparametreilla kuvatuille potilaille
mallit on kehitetty. Tédstd syystd erityises-
ti kansalliset, mutta my0s kansainviliset
yhteishankkeet ovat perusteltuja riittévin
isojen tutkimusaineistojen kerddmiseksi.
Julkisten sairaaloiden pitdi siis olla itse
aktiivisia tekodlytutkimuksessa, jotta sy-
vioppimismallien mahdollisia puutteita
ja rajoitteita voidaan paremmin ymmadr-
tdd ja huomioida mallien kehittdmisessa.

Tdmi voi mahdollistaa my0ds kansallisia
innovaatioita.
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